Wykonali: Grupa: Nr wiczenia: | Ocena:

Uniwersytet Zielonogorski 3

Laboratorium systemow obliczénteligentnych

Temat wiczenia: Prowadzcy: Data wyk. w. | Data odd. spr|
Sieci wielowarstwowe i algorytm wstecznej propaghcijdu.

Zadanie 1

Dokona uczenia sieci dwuwarstwowej(2 neurony w warstwie pierjysgen w warstwie
drugiej).

a) wybra dla obu warstw neurony z sigmoidafiunkcj aktywacji

b) wybra dla warstwy 1 sigmoidalnfunkcj aktywacji a dla warstwy 2 liniow

c) wybra dla warstwy 1 tangensoidalfunkcj aktywaciji a dla warstwy 2 liniow

Uczenie przeprowadzdla nastpuj cych danych: P=[11 00;1010]; T=[0 11 0J;
(problem XOR) oraz dla: P=[-0.5-0.5 0.3 0.1 -0.3;-0.5-0.5 1 0]; T=[1 1 0 O O];(dane te
nie sa liniowa separowalne,jakie z tego wynikaja wnioski)

a) sigmoidalna funkcja aktywaciji
1) pierwszy typ danych

W zadaniu wykorzystaliy poni szy skryp

net=newff([0 1;0 1],[2 1],{'logsig"' 'logsig'});
p=[1100;1010]; %dane dla problemu xor

t=[0110]; %dane dla problemu xor
net=train(net,p,t); %uczenie

a=sim(net,p) %symulacja dzialania sieci
e=a-t %e-blad

Performance is 8.37363e-012, Goal is 0
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Otrzymane wyniki:
a=
0.0000 1.0000 1.0000 0.0000
e = 1.0e-005 *
0.0592 -0.0732 -0.0800 0.5654




2) drugi typ danych
W zadaniu wykorzystalmy poni szy skryp

net=newff([-0.5 1;0 1],[2 1].{'logsig' logsig});

p=[-0.5-0.50.3 0.1 -0.3;-0.5 0.5-0.5 1 0]; %dan e dla problemu xor
t=[11000]; %dane dla problemu xor

net=train(net,p,t); %uczenie

a=sim(net,p) %symulacja dzialania sieci

e=a-t %e-blad

Performance is 1.79078e-012, Goal is 0
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Otrzymane wyniki:

a=

1.0000 1.0000 0.0000 0.0000 0.0000
e =

1.0e-005 *

-0.2283 -0.1880 0.0107 0.0107 0.0429

b)sigmoidalna i liniowa funkcja aktywacji
1) pierwszy typ danych

W zadaniu wykorzystaliy poni szy skryp

net=newff([0 1;0 1],[2 1],{'logsig' 'purelin});
p=[1100;1010]; %dane dla problemu xor

t=[0 1 1 0]; %dane dla problemu xor
net=train(net,p,t); %uczenie

a=sim(net,p) %symulacja dzialania sieci
e=a-t %e-blad



Performance is 9.19331e-028, Goal is 0
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Otrzymane wyniki:
a=

-0.0000 1.0000 1.0000 0.0000
e=

1.0e-013 *
-0.4308 0.0133 -0.0155 0.4263

2) drugi typ danych
W zadaniu wykorzystalimy poni szy skryp:

net=newff([-0.5 1;0 1],[2 1].{'logsig' 'purelin});

p=[-0.5-0.50.30.1-0.3;-0.5 0.5 -0.5 1 0]; %dan e dla problemu xor
t=[11000]; %dane dla problemu xor
net=train(net,p,t); %uczenie
a=sim(net,p) %symulacja dzialania sieci
e=a-t %e-blad

. Performance is 3.10592e-015, Goal is 0
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rys.4 Proces nauczania neuronu
Otrzymane wyniki:
a=
1.0000 1.0000 -0.0000 -0.0000 0.0000
e =
1.0e-007 *
-0.0364 -0.0364 -0.8804 -0.0001 0.8805



c)tangensoidalna i liniowa funkcja aktywacji
1) pierwszy typ danych

W zadaniu wykorzystalimy poni szy skryp:

net=newff([0 1;0 1],[2 1],{'tansig" 'purelin’});
p=[1100;1010]; %dane dla problemu xor

t=[0110]; %dane dla problemu xor
net=train(net,p,t); %uczenie

a=sim(net,p) %symulacja dzialania sieci
e=a-t %e-blad

Performance is 5.85483e-032, Goal is 0
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Otrzymane wyniki:

a=

-0.0000 1.0000 1.0000 -0.0000
e=

1.0e-015 *

-0.3331 -0.3331 0 -0.1110

2) drugi typ danych
W zadaniu wykorzystalimy poni szy skryp:

net=newff([-0.5 1;0 1],[2 1],{tansig' 'purelin});

p=[-0.5-0.50.30.1-0.3;-0.5 0.5 -0.5 1 0]; %dan e dla problemu xor
t=[11000]; %dane dla problemu xor

net=train(net,p,t); %uczenie

a=sim(net,p) %symulacja dzialania sieci

e=a-t %e-blad



Performance is 8.25882¢-014, Goal is 0
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Otrzymane wyniki:
a=

1.0000 1.0000 -0.0000 -0.0000 0.0000
e =

1.0e-006 *

-0.0036 -0.0036 -0.2654 -0.2593 0.5247

Zadanie 3.
Wzory na uogdlnionregu delty i algorytm propagacji wstecznej tu.

Rozwamy sie jednowarstwow z elementami przetwarzajymi o nieliniowej, lecz
niemalej cej i r6 niczkowalnej funkcji aktywacji. Wowczas zmianwagw; mo na opisa
rownaniem
x x, x"
i=- 2=.p—=Z (wz6r nr 1)

TTw; Vi Tw;

Druga z pochodnych cgtkowych jest rowna;' Pierwsza dla elementu liniowego jest rowna
-d"
J

Zdefiniujmy now zmienn

X, X, Ty
djf”’ =- ﬂ /:7 =- 1 : ﬂylm (wzor nr 2)
i vy
przy czym
Ty .
——=F(/ ) (wz6r nr 3)
i J

gdzief'(; ) oznacza pochodrfunkcji aktywacjif(/ )wzgl dem zmiennej .

St d na odstawie wzordwzor nr 2) i (wzér nr 3zapiszemy
am =G My - yr|= £ Ma” (wz6r nr 4)



Ostatecznie wzor ogolnyzér nr 1)przyjmuje posta
i=- o’jf”’ui’" (wzér nr 5)
i nosi nazw uogolnionej regu y deltdla nieliniowej sieci jednowarstwowej.

Rozwa my M-warstwow sie elementéw o jednakowych nierosgch i r6 niczkowalnych
funkcjach aktywacijf(; ). Je eli przezu™” oznaczymy warto wyj ciai-tego elementun-tej
warstwy przy prezentacjr -tego wzorcarg=0,...M;i=0,1,..n, =1,2,..P), to
aktywno j-tego elementu przetwarzaggo m-tej warstwy wyrazi swzorem:

Mg
ul = f( ") = f( W;pugm-ﬁ'") (wz6r nr 6)
t=0

Zdefiniujmy b d powsta y wj-tym elemencien-tej warstwy analogicznie do wzoru
(wzor nr 2, tzn.

ui”
djmm - ﬂanqnm - ﬂ)in”/; ﬂ ]mm =- ﬂ);”:n f'(/ JmM) (wzor nr7)
T[/ j 1Tuj TV j 1Tui

Dla warstwy wyjciowej zapiszemy:
ﬂXm ﬂXm ( zm m) dm ( . 8)
- = —=. < ) =-d. WzOor nr
T[UJMm T[yjm yl yl ]

Nale y pamita, e u™ jest jednym ze sk adnikow sum vemych liczonych we wszystkich

elementach warstwyr1. Mo emy zatem napisa
+ ] 1 m+ 'm m+
ﬂXm B Nim+1 ﬂXm TV I(m+ ym _ N1 ﬂ)(m ﬂ n (m+l)u_mm _ Nt ﬂXm () _

- . 1 . 1 li i - 1 li
‘ITUE“m 1= T/ ,-(m+ " ﬂU;nm ERl J(m+)m HUE“’” i=1 ERl J(m”m

(wzor nr 9)

N+
=- dl(m+1) mWémﬂ)

1=1

Std na podstawie (wzor nr 7) (wzér nr 8) (wzér nr 9) mo emy kademu elementowi
przetwarzajcemu przypisab d:
- dla warstwy wyjciowej:

d'" =G "Md" =G Y-y (wzdrnr 10)

- dla warstw ukrytych:

Nm+1
arm=£G M g™ ™ (wzor nr 11)
=1

Dla tak zdefiniowanego bdu mo emy wprowadzi uogdlnion regu delty:
[)(’7\/\/:1 = ha’jm”’ui(m' Hm (wzér nr 12)



Zadanie 4.
Przy pomocy wielowarstwowej sieci jednokierunkowekona zadnia aproksymacji v 6w

aproksymacji{xi,yi }f‘fo Sprawdzi czy mona polepszy proces uczenia przy zastosowaniu
technik momentu i adaptacyjnego kroku uczenia.

Do realizacji zadania wykorzystainy skrypt:
% Dane uczace
load dane

u=wej';y=wyj’

% Tworzenie i inicowanie sieci
siec=newff([0 50],[5 1],{'tansig' 'purelin});

% Ustawienie parametrow uczacych

siec.trainfcn="traingd’; % Algorytm uczenia
siec.trainparam.epochs=1000; % Maksymalna livzba it eracji
siec.trainparam.Ir=0.01; % Krok uczenia

siec.trainparam.goal=0.01; % Zadana jakosc

siec.trainparam.show=100; % Czestotliwosc wyswie tlania

% Proces uczenia sieci
siec=train(siec,u,y);

% Proces testowania sieci
ys=sim(siec,u);

% Wykres wynikow
plot(u,y,r*',u,ys);

a) algorytm gradientowyt(aingd’)

rys. 7 Proces uczenia algorytmem gradientowym



Po 1000 iteracji otrzymalmy wyniki:
TRAINGD, Epoch 1000/1000, MSE 0.171589/0.01, Gradie nt 0.0501766/1e-010

MSE—b d

b) algorytm gradientowy z momenturtirgingdm)

rys. 8 Proces uczenia algorytmem gradientowym z momentu
Po 1000 iteracji otrzymaliny wyniki:
TRAINGDM, Epoch 1000/1000, MSE 0.0312504/0.01, Grad ient 0.049692/1e-010

c¢) algorytm gradientowy z adaptacyjnym krokiem ugae(traingda))

rys. 9 Proces uczenia algorytmem gradientowym z adgjolym krokiem uczenia

Po 1000 iteracji otrzymaliny wyniki:
TRAINGDA, Epoch 1000/1000, MSE 0.0615598/0.01, Grad ient 1.12583/1e-006



d) algorytm gradientowy z adaptacyjnym krokiem ugaeoraz momentum't@ingdx)

rys. 10 Proces uczenia algorytmem gradientowym ztadgpym krokiem uczenia oraz momentum

Po 1000 iteracji otrzymalmy wyniki:
TRAINGDX, Epoch 1000/1000, MSE 0.0238453/0.01, Grad ient 0.00644112/1e-006

Zadanie 5.

W oparciu o wielowarstwow sie zaprojektowa system rozpoznawania cyfr lub liter.
Dobra odpowiedni ilo warstw i neuronéw w sieci. Sprawdzak wp ywaj zak écenia
obrazow wyjciowych na pracsystemu.

W zadaniu wykorzysalismy ponizy skrypt:

mO=

[ 1111
100
100
100
100
1111 ;

PR R e

ml=
[00 10
0 11 0
10 10
00 10
00 10
00 10j;

m2=
[O 110
100 1
00 10
0 100
1000
1111



m3=
[O 11 0
100 1
000 1
111 O
000 1
111 0

m4=
[ 100 1
100 1
100 1
1111
000 1
000 1];

m5=
[ 1111
1000

111 0

000 1

000 1

111 0]

mo6=

[0 111
1000
111 O
100 1
100 1
1111 7

m7=
[ 1111
000 1
00 10
0 100
1000
1000]

m8=

[ 1111
100 1
1111
100 1
1001
1111 ;

mo=
[ 1111
100 1
1111
000 1
000 1
1111 7

1C



mO=mO(:);
ml=m1();
m2=m2(:);
m3=m3(:);
m4=m4(:);
m5=m5(:);
m6=m6(:);
m7=m7(:);
m8=m8(:);
m9=m9(:);

% Tworzenie i inicowanie sieci

M=[mO0,m1,m2,m3,m4,m5,m6,m7,m8,m9]J;

wyjscie=eye(10);
siec=newff(minmax(M),[10 10]{tansig' 'logsig'});
% Ustawienie parametrow uczacych

siec.trainfcn="traingdx’;

% Algorytm uczenia

siec.trainparam.epochs=10000; % Maksymalna livzba i

siec.trainparam.Ir=0.01;

% Krok uczenia

siec.trainparam.goal=0.0001; % Zadana jakosc
siec.trainparam.show=10000;

% Proces uczenia sieci
siec=train(siec,M,wyjscie);

%

a=sim(siec,M)

e0=wyjscie-a

Otrzymali my nastpujace wyniki:

aZ=
0.9937
0.0021
0.0000
0.0022
0.0019
0.0000
0.0020
0.0265
0.0005
0.0000
el =
0.0063
-0.0021
-0.0000
-0.0022
-0.0019
-0.0000
-0.0020
-0.0265
-0.0005
-0.0000

% Czestotliwosc wysw

%symulacja dzialania sieci

teracji

ietlania

0.0118 0.0000 0.0002 0.0036 0.00000019 0.0000 0.0000 0.0000
0.9964 0.0000 0.0000 0.0000 0.0006 0.00000000 0.0000 0.0001
0.00000.9959 0.0110 0.0003 0.0006 0.0003 0.00B40007 0.0082
0.0019.9955 0.0000 0.0001 0.0005 0.0026 0.00000000
0.0006 0.0000 0.0000 0.0074
0.0020 0.0000 0.0000 0.0106
0.9925 0.0000 0.0098 0.0000
0.00010.9372 0.0194 0.0127
0.0017 0.0013.9922 0.0075
0.0000 0.0011 0.0008.9925

0.0000
0.0000
0.0023
0.0000
0.0263
0.0006
0.0007

-0.0118

0.0036
-0.0000
-0.0000
-0.0000
-0.0023
-0.0000
-0.0263
-0.0006
-0.0007

0.0000
0.0004
0.0009
0.0493
0.0007
0.0015

-0.0000
-0.0000

0.0041
-0.0019
-0.0000
-0.0004
-0.0009
-0.0493
-0.0007
-0.0015

0.0000.9952 0.0000

0.0054
0.0039
0.0175
0.0000
0.0000

-0.0002
-0.0000
-0.0110

0.0045
-0.0007
-0.0054
-0.0039
-0.0175
-0.0000
-0.0000

0.000®919
0.0067M095
0.00660002
0.00230000
0.00820012

-0.00360G00
-0.004D0006
-0.004@B0006
-0.00an0001

0.00480000
-0.00@0081
-0.004x.0095
-0.004560002
-0.00&B0000
-0.00320012
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-0.0019
-0.0000
-0.0003
-0.0005
-0.0006
-0.0020

0.0075
-0.0001
-0.0017
-0.0000

-0.0000
-0.0000
-0.0024
-0.0026
-0.0000
-0.0000
-0.0000

0.0628
-0.0013
-0.0011

-0.0000
-0.0000
-0.0007
-0.0000
-0.0000
-0.0000
-0.0098
-0.0194

0.0078
-0.0003

-0.0000
-0.0001
-0.0082
-0.0000
-0.0074
-0.0106
-0.0000
-0.0127
-0.0075

0.0075



Nast pnie wprowadzilimy zak ocenia zmieniajac po 4 znaki, otrzymalisragtipuj ce wyniki:

a=
0.7345
0.0001
0.0007
0.0023
0.0066
0.0000
0.0009
0.0001
0.0034
0.0000
el =
0.2655
-0.0001
-0.0007
-0.0023
-0.0066
-0.0000
-0.0009
-0.0001
-0.0034
-0.0000

0.0000 0.0000 0.0000 0.0002 0.00020000 0.0027 0.0001 0.0000
0.8652 0.0009 0.0016 0.0010 0.0006 0.00010021 0.0003 0.0001
0.00000.0010 0.0096 0.0000 0.0000 0.0027 0.00080000 0.0020
0.000@.9988 0.0001 0.0001 0.0000 0.0000 0.00000014
0.0002.9986 0.0000 0.0001 0.0025 0.0014 0.0000
0.0082979 0.0010 0.0000 0.0003 0.0013
0.00000000 0.9988 0.0000 0.0002 0.0000
0.00010000 0.00000.0000 0.0003 0.0001
0.02680000 0.0015 0.0008.9953 0.0014
0.00010000 0.0009 0.0000 0.001@.9977

0.0004
0.0010
0.0008
0.0000
0.0001
0.0021
0.0001

-0.0000

0.1348
-0.0000
-0.0004
-0.0010
-0.0008
-0.0000
-0.0001
-0.0021
-0.0001

0.0002
0.0048
0.0000
0.0000
0.0000
0.0003

-0.0000
-0.0009

0.9990
-0.0000
-0.0002
-0.0048
-0.0000
-0.0000
-0.0000
-0.0003

dla nastepugych liter:

mO=
[0111
1001
1001
1011
1111
11173

ml=[
1011
0110
1010
0000
0010
0110j

m2=[
0110
1001
1110
0100
1000
0110;;

0.0000
0.0000
0.0002
0.0000
0.0078

-0.0000
-0.0016
-0.0096

0.0012
-0.0002
-0.0000
-0.0000
-0.0002
-0.0000
-0.0078

-0.00@20015
-0.0041D0006
-0.00@D0000
-0.00a10001

0.004310000
-0.00420021
-0.00an0000
-0.0041.0000
-0.02480000
-0.0041.0000
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-0.0000
-0.0001
-0.0027
-0.0000
-0.0001
-0.0010

0.0012
-0.0000
-0.0015
-0.0009

-0.0027
-0.0021
-0.0006
-0.0000
-0.0025
-0.0000
-0.0000

1.0000
-0.0008
-0.0000

-0.0001
-0.0003
-0.0000
-0.0000
-0.0014
-0.0003
-0.0002
-0.0003

0.0047
-0.0014

-0.0000
-0.0001
-0.0020
-0.0014
-0.0000
-0.0013
-0.0000
-0.0001
-0.0014

0.0023



m3=[
0010
1001
0101
0110
0011
1110];

m4=[
1000
1011
1001
1111
1001
0000];

mb5=[
1011
1100
1010
ooa
ooa
1010

m6=[
0110
1000
1110
1010
1101
1111;

m7=[
1110
oo0L1
o011
0100
1000
1010];

m8=
p111
ooa
1101
1001
1001
0101j;

m9=
p111
1001
1111
ooa
ooa
0101j;
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Whioski:

Celem wiczenia by o poznanie struktur sieci neuronowy@ludowanych z wielu
warstw nerondéw oraz zapoznanie & algorytmem uczenia takich sieci — algorytmem
wstecznej propagacji b edu.

W punkcie pierwszym dokonainy uczenia sieci dwuwarstwowej. Jak wynika z
zamieszczonych rysunkéw oraz poréwnanialbéw metod najgorsze wyniki uzyskane zostaly
przy pomocy sigmoidalnej funkcji aktywacji dla olwd warst neuronéw, réznica poniedzy
przypadkiem b(sigmoidalna i liniowa funckja aktywacc(tangensoidalna i liniowa) by a ju
nieznaczna i praktycznie pomijalna. Nale jeszcze zauwg , e problem XOR nie
rozwi zywalny dla sieci jednowarstowe] , przyyeiu sieci dwuwarstowej nie stwarza
adnych problemoéw.

Zadanie drugie polegao na zapoznaniu sigraficznym interfejsem przypornika
Neural Networks(polecenie nntool). Untivia on tworzenie, uczenie oraz symulowanie sieci
neuronowych, oraz importowanie i eksportowanie dAnyw sposOb prosty i
neskomplikowany.

W punkcie trzecim dokonaliny wyprowadzenia wzoréw na uogélnioregu delty i
algorytm propagacji wstecznej ku.

W punkcie czwartym dokonalny aproksymacji wez 6w aproksymaciji. Najlepszym
algorytmem okaza si algorytm gradientowy z adaptacyjnym krokiem ucaemiraz
momentum  ‘fraingdx), ktérego b d wynios MSE 0.0238453/0.01, gdzie najmnigj
efektywnym algorytm - algorytm gradientowytrdingd) odznacza sie bdem MSE
0.171589/0.01.

W punkcie ostatnim zaprojektowatily system rozpoznawania cyfr. Po nauczeniu,
sie dobrze rozpoznaje cyfry. Dopiero po zmianie catler&komorek macierzy, ktora
reprezentuje poszczego ne cyfry (jedna macierzdsk sie z 24 komorek) sieb dnie
odczytaa dwa znaki (2 i 7). Zwkszenie iloci komorek macierzy znacznie zWsza
odpornoc na poziom zak 6ce
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