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Liniowe sieci neuronowe.

Zadanie 1

Przeprowadzi uczenie neuronu z linowfunkcj aktywacji z jednym wegiem dla danych
przedstawionych pongj. Poréwna wagi nauczonego neuronu przyyaiu regu y Widrowa-
Hoffa (za pomoc funkcji train) z wagami wyliczonymi bezpednio, zbadaczy nauczony
neuron dobrze dzia a dla danych ktore g w jako wzorce ucze ( wykorzysta instrukcje
sim).

Do nauki neuronu za pomometody train zosta wykorzystany poszy kod:

net=newlin([-2 2],1);
net=train(net,P,T);

a=sim(net,p); %zmienna a zawiera wynik nauczania neuronu
blad=T-a

W=net.IW{1 1} %W przechowuje warosci wag

B=net.b{1} %B przechowuje warto ci bias

Do nauki neuronu z wagami wyliczonymi bezpaminio zosta wykorzystany posizy kod:

net=newlin([-2 2],1);
net=newlind(P,T);
a=sim(net,P);
blad=T-a
W=net.IW{1,1}
B=net.b{1}

a) P=[1-1.2] T=[1 0.5]

Wagi wyliczne bezpaednio | Metoda train
blad=0 0 blad = 0.14599623969656 0.06530107794325
W =0.22727272727273 W =0.19059310829395
B= 0.77272727272727 B = 0.66341065200949

b) P=[-3.24.55.6 3] T=[-4 5 6.1 3.9]

Wagi wyliczne bezpaednio Metoda train

blad = blad =
-0.14595177733427 -0.1065105992772(-0.17784062594852 -0.11408214086713
0.28659043098333 0.53905280759480 | -0.29068807156979 0.52674412827286

W= 1.16370893791467 W= 1.16055084609333
B = -0.13017962133880 B = -0.10839666655284




C)P=[1234567]T=[3579 11 13 15]

Wagi wyliczne bezpaednio

Metoda train

blad =

O 0 0 0 0 0 O
w= 2

B = 1.00000000000000

Zadanie2

blad =

0.11793194470257 0.08809042018973
0.05824889567690 0.02840737116407 -
0.00143415334877 -0.03127567786160 -
0.06111720237444

W =
B =

2.02984152451283
0.85222653078460

Przeprowadzi uczenie liniowej sieci jednowarstwowej przyyuaiu funkcji adapt oraz train
dla nastpuj cych danych, zbadazy nauczony neuron dobrze dzia a dla danych, ktére

suyy jako wzorce ucze.

P=[11.51.2-0.3;-123-0.5;2 1 -1.6 0.9];

T=[0.53-2.21.4;1.1-1.2 1.7 -0.4; 30.2 -1.8 -0.4];

Do nauki ne za pomoanetody train zosta wykorzystany posey kod

net=newlin([-2 2;-2 2;-2 2],3);
net=train(net,P,T);
a=sim(net,P);

blad=T-a

W=net.IW{1,1}

B=net.b{1}

Do nauki ne za pomoanetody adapt zosta wykorzystany paaiy kod

net=newlin([-2 2;-2 2;-2 2],3);
net=adapt(P,T);
a=sim(net,P);

blad=T-a

W=net.IW{1,1}

B=net.b{1}

Metoda adapt

Metoda train |

blad =

0.26000000000000 2.89210000000000
2.05580000000000 1.29080000000000
1.13300000000000 -1.24910000000000
1.58320000000000 -0.37990000000000
2.72500000000000 0.23990000000000
1.45160000000000 -0.52370000000000

blad =

-1.19395155596764 1.16908918780071 -

0.88905921123742 0.48658879481730

0.94473469266525
0.71725150488830

+0.53406795363122

0.17218008865582

-0.94032021132820
-0.35410236824969
-0.27276021750934
-0.72308778377653



W =

0.01940000000000 -0.01800000000000
0.08780000000000 0.01460000000000
0.01800000000000 -0.02080000000000
0.01260000000000 -0.07800000000000
0.08720000000000

B =
0.02700000000000
0.01200000000000
0.01000000000000

Zadanie 3

W =

-0.42742200569251 0.61497365827532
1.49425071574805 0.58811335323098 -
0.47974513214266 -0.73023362380595
0.90455231636951 -0.61538090515597
0.59930527157628

B =
-0.25215421156064

0.54787406957300
-0.25261171830926

Dla zada z punktu pierwszego wyznaczyvykresy funkcji b du wraz z zaznaczonym
punktem okrelaj cym wartoci nauczonych wag oraz lolu, jaki zosta osgni ty dla tych

wag

Dla przyk adéw wykorzystalimy poni szy kod (hapisany na podstawie dema Pattern

Associacion...)

w_range=-1:0.1:1;

b_range=-1:0.1:1;
ES=errsurf(P,T,w_range,b_range,'purelin’);
plotes(w_range,b_range,ES);
net=newlind(P,T);

A=sim(net,P)

E=T-A

SSE=sumsqr(E)
plotes(w_range,b_range,ES);
plotep(net.IW{1,1},net.b{1},SSE);



pobrano ze strony http://gege01.prv.pl

a)

A= 1.00000000000000 0.50000000000000
E= 0 0

SSE= 0

b)

A = -3.85404822266573 5.10651059927720 6.38659043098333 3.36094719240520
E =-0.14595177733427 -0.10651059927720 -0.28659043098333 0.53905280759480
SSE = 0.40535843357247

Error Surface Error Contour

2000
1500
1000

500

500
-1000
-1500

Sum Squared Error

*
%
%,

4 Weight W "4 -2 0 2
Weight W

-2000

S

Bias B 4



C)

A=3 5 7 9 11 13 15
E=0 0 0 O O 0 O
SSE=0
Zadanie 4

Dokona aproksymacji funkcji w przedziale (-10;10) przyyaiu linowego neuronu. Zbada
w a ciwo ci uogélniaj ce neuronu.
a)

x=-10:10;

y=2.*X-3;

plot(x,y);

hold on;

plot(x,y,+r);

net=newlind(x,y);

a=sim(net,x);

plot(x,a,'ob");
dane_testowe=[-1.5,0.1,3,9];
al=sim(net,dane_testowe)
plot(dane_testowe,al,"*k");



funkcja aproksymowana
odpowiedz neuronu
dane testuge

b)

x=-10:10;

y=2.*x."2-5;

plot(x,y);

hold on;

plot(x,y,+r);
net=newlind(x,y);
a=sim(net,x);

plot(x,a,'ob";
dane_testowe=[-1.5,0.1,3,9];
al=sim(net,dane_testowe)
plot(dane_testowe,al,"*k’);

funkcja aproksymowana
o] dane ucze

+  odpowiedz neuronu

* punkty testujce




Zadanie 5
Znalezc zadanie klasyfikacji, ktérego liniowy neuron nie potawi za .

b) A={al,a2},B={b1,b2} gdzie al={-0.5,-0.5} a2={0.5,0.5} b1={0.8,5} b2={0,1}

niemo liwe do realizaciji

Zadanie 6

Zbadac jak liniowy neuron uczy silla roznych wielkoci kroku uczenia dla nagiuj cych
danych: P=[1.0 -1.2] T=[0.5 1.0]

Zbadac uczenie sdla nastpuj cych wielkoci kroku uczenia: 0.01, 0.1, 5, 10, 50
Poréwna otrzymane wyniki z uczeniem przy uzyciu kroku uczenia wyznaczopeagz
funkcje maxlinlr.

W zadaniu wykorzystalimy poni szy skrypt:

net=newlin([-2 2],1,[0],x); %x-krok uczenia
net=train(net,P,T);

a=sim(net,P);

e=T-a

a) x=0.01
e = 0.08949178107335 0.09761483343638

b) x=0.1
e =4.11053746596224e-010 1.59121493759073e-010

c)x=5
Learning rate is not a real value between 0.0 and 1.0.

d) x=10
Learning rate is not a real value between 0.0 and 1.0.

e) x=50
Learning rate is not a real value between 0.0 and 1.0.



f) przy wykorzystaniu funkcji x=maxlinlr(P,'bias’) otrzymatiy wyniki
x =0.397207925039489 %makszymalny krok uczenia
e=0 O

Zadanie 7
Przeprowadzi adaptacyjne uczenie liniowej sieci neuronowej tak aby dokonywaa ona
predykcji dla naspuj cego systemu:

time=0:0.01:3;

Sygna wejciowy dany jest naspuj co:
X=cos(time*10)+sin(time+4);
P=con2seq(X);

Oryginalny sygna wyjciowy dany jest naspuj co:
T=con2seq(3*[0 0 X(1:(end-2))]+X.*2);

Wykorzystalismy ponizszy skrypt:

time=0:0.01:3;

X=cos(time*10)+sin(time+4);

P=con2seq(X);

T=con2seq(3*[0 0 X(1:(end-2))]+X.*2);

%%plot(time,cat(2,P{:}),time,cat(2, T{:}),--");

net=newlin([-3 3],1,[0 1],0.1);

[net,Y,E,Pfl=adapt(net,P,T);

plot(time,cat(2,Y{:}),'b',time,cat(2,T{:}),'r',time ,cat(2,E{:}),'9',[0
31,[0 0],'k);

odpowiedz sieci
b d

/ syana wyiciowy



Whioski:

Celem wiczenia by o poznanie struktur sieci neuronowych zbudowanych przy
u yciu neuronoéw liniowych jak réwniepoznanie metod ich uczenia oraz zbadanie zalet
ogranicze niniejszych struktur.



