pobrano ze strony www.sprawozdania.yoyo.pl

SIEC HOPFIELDA



pobrano ze strony www.sprawozdania.yoyo.pl

Spis tresci

2. Sie¢ Hopfielda jako pamig¢ autoskojarzeniowa. ............ooueviueennieeineennnennneennnnn. 3
3. Struktura sieci Hopfielda...........oooiiiiiii e 4
4. Zasada dziatania sieci Hopfielda.............coooiiiiiiiiii e 5
5. Tryb uczenia sieci Hopfielda. ..o, 6
6. Tryb odtworzeniowy sieci Hopfielda ..., 8
7o POJEIMNOSC STECI. .t utttttttt ettt et e e e et et e et et e e e et e e eae e 8
8. Zastosowanie sieci Hopfielda............ccooiiiiiiiiiiii e 9
9. Przyklady zastosowania sieci Hopfielda w programie Matlab ............................ 9

9.1 Projektowanie sieci Hopfielda przy uzyciu funkcji newhop............................. 9

9.2 Graficzna interpretacja dziatania sieci Hopfielda........................ooooiiin 11
10. Program do symulacji sieci Hopfielda..................ooviiiiiiiii e, 14
L B 71 21 1 D 15



pobrano ze strony www.sprawozdania.yoyo.pl
1. Wstep

W roku 1982 John Hopfield zaprezentowal w swojej pracy sie¢ ze sprzgzeniem
zwrotnym, ktéra okazata si¢ punktem zwrotnym w badaniach nad sieciami neuronowymi i
przyczynita si¢ do intensywnych prac badawczych w tej dziedzinie. Stala si¢ ona
podstawowym przedstawicielem sieci rekurencyjnych, w ktérych istnieje sprz¢zenie zwrotne
migdzy warstwami, a ze wzgledu na petniong funkcje¢ sie¢ Hopfielda czgsto nazywana jest
pamigcia autoasocjacyjna.

Poczatkowa dziatalno$¢ naukowa Johna Hopfielda nie byla zwigzana z badaniami
sztucznych sieci neuronowych. Jednak mozliwo$¢ przetwarzania przez system nerwowy
ogromnej ilo$ci informacji, zaintrygowata tego fizyka z Dzialu Biofizyki Laboratoriéw Bella
na tyle, ze poswigcit si¢ on intensywnym badaniom nad jego sztucznymi odpowiednikami.
Wynikiem pracy byto zaprezentowanie sieci ze sprz¢zeniem zwrotnym, ktéra mozna byto
wykorzysta¢ do odtwarzania obrazéw z ich fragmentéw oraz do rozwiazywania zadan
optymalizacyjnych.

Sieci Hopfielda sa tak wazne gtéwnie dlatego, ze taka sie¢ moze by¢ traktowana jako
neuronowy model pewnych interesujacych systemow fizycznych np. szkiet spinowych, nad
badaniem ktoérych pracowal m.in. Hopfield Procesy zachodzace w tych sieciach sa zawsze

stabilne, mozna wigc bezpiecznie stosowac je do rozwiazywania réznych zadan

2. Sie¢ Hopfielda jako pamig¢¢ autoskojarzeniowa

Sie¢ Hopfielda czgsto nazywana jest pamigcia autoasocjacyjna lub autoskojarzeniowa,
ktorej zasada dzialania zwigzana jest z jedna z podstawowych funkcji mézgu. Koncentrujac
si¢ potrafimy zrozumie¢ mocno niewyrazng mowg¢ lub odczyta¢ prawie nieczytelne pismo.
Wiele teleturniejéw opartych jest na zasadzie odgadywania przez uczestnikéw tytutu znanego
utworu muzycznego na podstawie jedynie kilku jego dzwigkow, rozwiazywaniu krzyzéwek
lub calego hasta znajac tylko kilka jego liter.

Jak mozna opisa¢ pojgcie pamigci autoskojarzeniowej w jezyku teorii systemOow?
Podstawowym zadaniem pamigci asocjacyjnej jest zapamigtanie zbioru wzorcow w taki
spos6b aby system podczas prezentacji nowego wzorca mogt wygenerowaé odpowiedz, ktéra
bedzie odpowiada¢ jednemu z zapamigtanych wczes$niej wzorcéw. Korzystajac z badan
zawartych w pracy [1] zatozymy, ze dany jest zbiér M réznych wzorcéw
{x(“, x? .. M }CRN . Pamigcia autoskojarzeniowa (autoasocjacyjna) zwigzanym z tym
zbiorem nazywamy uklad realizujacy odwzorowanie F : R — R takie, ze F(x™) = x™,
m=1,....M, oraz F(x) = x"", jezeli x? jest najbardziej ,,podobny” do x spos$réd wszystkich

wzorcoéw. Stopien podobienstwa (a wiasciwie r6znosci) dwoéch wektoréw x i1 y najczesciej
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wyznaczana jest przy uzyciu miary Hamminga, ktdra jest aczng suma pozycji, na ktdrych
rozng si¢ dwa ciagi bitowe. W przypadku wielkosci binarnych (0,1) odlegtos¢ Hamminga

dwoch wektorow x = [x1, Xo,..., xn]T 1y =1[y1, ¥2,--5 yn]T definiuje si¢ w postaci [2]

duey) = > [x,(1= y)+1-x)y,] 2.1)
i=1
Przyktad:
=(1,1,0,0,1,1 .
x=( ) S d, (xy)=4 (2.2)
y=(1,0,1,0,0,0)

3. Struktura sieci Hopfielda

Sie¢ Hopfielda mozna przedstawia¢ na wiele sposobéw - zwykle jednak przyjmuje si¢

uktad w postaci bezposredniego sprzgzenia wyjscia z wejsciem (Rys. 3.1)[2].
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Rys. 3..1. Schemat ogdlny sieci Hopfielda
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Wszystkie sygnaty wyjsciowe traktowane sa jako wejscia xi(k) = yi(k-1) 1 wszystkie
wejscia przenosza sygnaly zwrotne do wszystkich neuronéw. W uktadzie nie wystgpuje
sprzg¢zenie zwrotne neuronu z jego wlasnym wejSciem (w; = 0 gdy i = j). Istnieje jednak
mozliwo$¢ wplywania przez sygnal wyjSciowy z danego neuronu na swoja wartos¢ w
przysztosci dzigki sprzgzeniu zwrotnemu dodatkowych neuronéw posredniczacych. Dziatanie
dodatkowych neuronéw wpltywa bardzo stabilizujaco na taki sygnat.

Macierz wag ukladu jest symetryczna (w; = wj), co oznacza, ze wspOlczynnik

okreslajacy potaczenie neuronu i-tego z j-tym ma taka sama warto$¢ co j-ty z i-tym.

4. Zasada dzialania sieci Hopfielda

Sie¢ sktada si¢ z N-neurondéw, z ktérych w danej chwili czasu k aktywny jest tylko
jeden element przetwarzajacy p, ktoéry wybiera si¢ losowo (kazdy neuron z jednakowym
prawdopodobienstwem), a zmiany stanu sieci nast¢puja tylko w dyskretnych chwilach czasu.

Hopfield opisat zasade dziatania elementu przetwarzajacego zaleznos$ciami [1]:

0,(k)=2 o,x;(k) -0, (4.1)
1 gdy @(k) >0,
x,(k+1)=<x,(k) gdy ok)=0, 4.2)

0 gdy @(k) <0,

gdzie xj(k) oznacza wyjScie j-tego elementu
przetwarzajacego w chwili k; w, — wage
polaczenia miedzy wyjsciem j-tego i wejsciem
p-tego elementu; sktadnik 6, oznacza warto$¢
progowa kazdego neuronu, a jego dziatanie

opisano rownaniem [1]:

N
1 gdy zijxj (k)>86,,
j=1

x,(k+1)=9x,(k) gdy iijxj(k)zep, (4.3)

N
0 gdy ZWijj(k)<49p,
j=1
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W dziataniu sieci Hopfielda mozna wyr6ézni¢ dwa tryby pracy:
* tryb uczenia

* tryb odtwarzania

5. Tryb uczenia sieci Hopfielda

Proces uczenia sieci polega na takim doborze wag potaczen sieciowych, aby
prezentowany wzorzec stat si¢ jednym atraktorow (stanéw stabilnych).
Hopfield zaproponowat sposéb modyfikacji wag korzystajac z reguty Hebba, w ktorej

D ., x™ e RY wartosci wag wy; nalezy zwigkszy¢ o 1, gdy i-ta i j-

dla M réznych wzorcow x
ta sktadowa danego wzorca sa sobie rowne (xi(’”) = xj(’”)). Natomiast gdy sktadowe sa sobie

rozne, wartosci wag wjjnalezy pomniejszy¢ o 1 [1]:

M
2™ =1) 2x," ~1) gdy i # j
;(X, ) (2x," =1) gdy i # | 5.0)

Wij:

0 gdyi=j

Taki tryb uczenia powoduje, ze wartosciami wag sa Srednie wszystkich wzorcéw
uczacych, czyli informacja o danej probce zawarta jest we wszystkich wagach wj. Jest to
podstawowa zaleta sieci Hopfielda, ktdra jest czynnikiem wptywajacym na odpornos¢ sieci na
uszkodzenia. Zmiana wag potaczen lub uszkodzenie ktoéregos z neurondw maja nieznaczny
wplyw na dziatanie sieci. Dlatego sie¢ Hopfielda znalazta szerokie zastosowanie w
systemach, w ktérych jego uszkodzenie oznaczaloby powazne konsekwencje.
Wykorzystywana jest m.in. w systemach sterowania statkéw kosmicznych, elektrowniach
atomowych itp.

Czym sa atraktory? Sa to stany stabilne, odpowiadajace minimum funkcji energii,
ktora jest bardzo waznym czynnikiem sieci Hopfielda. Korzystajac z twierdzen zawartych w
pracy [1] mozemy stwierdzi¢, ze kazdy stan sieci okreslony przez zbidr aktualnych wartosci
wyjs¢ jej neurondéw, okresla pewna wartos¢ tej funkcji, ktéra najczesciej definiuje si¢ w

postaci [1]:

1 1 N N N
E(x)=—§xTWx+0Tx=—§ZZWUx[xj +20ixi (5.2)
i=1 j=1 i=1
gdzie
x(k) =[x, (k) x,(k) ... xy(k)]" (5.3)

(5.4)
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Wi Wy oo Wiy
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Zbior wartosci funkcji energii jest ograniczony, gdyz [1]:

1 N N N
EOIEED») ;| + zl 6] (5.6)

i=l j=1

Dziatanie sieci polega na generowaniu zmian sygnaléw wyjsciowych wszystkich jej
elementéow przetwarzajacych, aby wartos¢ funkcji energetycznej malata. Funkcja
energetyczna jest ciagta, w wyniku czego zmierza do najblizszego minimum lokalnego, a po
jego osiagnigciu procesy zachodzace w sieci zanikaja, poniewaz dalsze zmiany warto$ci wag
nie spowoduja uzyskania lepszego rozwiazania.

Istotng wada sieci Hopfielda jest mozliwos¢ powstawania fatszywych atraktoréw. Jesli

wzorce sa ortogonalne tzn. x*x =

0 dla [ #k, to w roli atraktoréw wystepuja tylko wzorce
uczace. W rzeczywistosci taka sytuacja wystgpuje bardzo rzadko, poniewaz wzorce
przewaznie Sacze soba w jaki§ sposéb skorelowane. Powoduje to powstawanie tzw.
fatszywych atraktoréw, ktére nie odpowiadaja zadnemu ze wzorcéw.

Znaczne lepsze efekty mozna uzyska¢ zamieniajac podczas uczenia regut¢ Hebba na
metod¢ pseudoinwersji. Glownym zatozeniem tej metody jest uzyskanie na wyjsciu sieci
wzorca podanego na jej wejscie przy odpowiednio dobranych wagach. Korzystajac z
twierdzen zawartych w pracy [2] mozemy przedstawi¢ powyzsze zalozenia w zapisie
macierzowym [2]: (5.7)
WX =X

gdzie W jest macierza wagowa o wymiarach N x N, a X jest macierza prostokatng o

wymiarach N x p, ztozona p kolejnych wektoréw uczacych x”) 10 jest X =[x, x®,...x"]

Rozwiazaniem takiego uktadu liniowego jest [2]:
W= XxX" (5.8)

gdzie znak + oznacza pseudoinwersji. Jesli wektory uczace sa liniowo niezalezne moze by¢

uproszczona i przedstawiona w postaci [2]:

wW=XX"X)"x" 59)

Pseudoinwersji macierzy o wymiarach N x p zostata zastapiona zwykla inwersja macierzy

kwadratowej X'Xo wymiarach p x p. Zalezno$¢ (5.9) nosi nazweg metody rzutowania.
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6. Tryb odtworzeniowy sieci Hopfielda

Proces odtwarzania rozpoczyna si¢ w chwili poczatkowej k = 0 od wprowadzenia do
neuronéw sygnalow wejsciowych, ktére sa stanem poczatkowym sieci. Jest to proces
iteracyjny, a stan calej sieci zmienia si¢ w sposéb zapewniajacy obnizenie wartosci funkcji
energii. Dlugos$¢ tego procesu zalezy od wielkosci sieci i uksztattowania miniméw lokalnych,
a po jego zakonczeniu sie¢ osiaga stan stabilny, w ktérym zachodzi [1]:

xi(k+1) = xik), Vi {i=1,..,N} (6.1)

Po ustaleniu si¢ odpowiedzi, ktora jest wyznaczeniem minimum funkcji energii,
proces odtwarzania jest przerywany, a stan sieci przekazywany jest na jej wyjscie.

Nie zawsze jednak na wyjsciu sieci uzyskuje si¢ wilasciwa odpowiedz, ktéra
odpowiada jednemu z wcze$niej zapamigtanych wzorcow. Jednym z powodéw moga by¢
falszywe atraktory czyli posrednie minima lokalne, w ktérych proces moze utkna¢. Powoduje
to uzyskanie odpowiedzi na wyjsciu sieci, ktéra nie odpowiada zadnemu stanowi neuronéw
bioracemu udzial w procesie uczenia.

Drugim powodem niepoprawnego odtwarzania wzorcOw na wyjsciu sieci moze byc¢
mozliwo$¢ mieszania réznych sktadowych zapamigtanych wzorcéw. Wynikiem jest
uzyskanie wyzszego poziomu energetycznego niz stan pozadany.

Mozliwa jest takze zmiana polaryzacji stanéw elementéw przetwarzajacych, co
powoduje generowanie fatszywych wynikéw na wyjsciu sieci.

Badania sieci Hopfielda przeprowadzone w Instytucie Elektrotechniki Teoretycznej i
Miernictwa Elektrycznego Politechniki Warszawskiej przy uzyciu programu Hfnet wykazaty,
ze skuteczno$¢ odtwarzania wzorcOw na wyjsciu sieci jest zalezne od wykorzystanej metody
uczenia sieci. Bardzo stabe efekty data metoda Hebba, natomiast metoda rzutowania prawie

bezbte¢dnie odtwarzata wzorce.

7. Pojemnos¢ sieci

Bardzo waznym parametrem pamigci asocjacyjnej jest jej pojemno$¢, ktora jest
maksymalna liczba wzorcow zapamigtanych i odtworzonych z maksymalnie okreslonym
btedem. Dla bigdu wynoszacego 1% i przy wykorzystaniu w procesie uczenia reguty Hebba,
maksymalna pojemno$¢ pamigci stanowi 13,8% liczby neuronéw tworzacych pamigé
asocjacyjna. Pojemno$¢ ta moze ulec zmniejszeniu w wyniku niewlasciwego stanu
poczatkowego sieci, ktéry w wyniku sprzezen zwrotnych powoduje dalsze powielanie bigdu
co jest rOwnoznaczne ze zmniejszaniem pojemnosci pamigci.

Zastosowanie metod pseudoinwersji zwigksza pojemnos¢ maksymalng sieci
Hopfielda do N-1, gdzie N jest liczba neuronéw tworzacych pamig¢ asocjacyjna.

8
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8. Zastosowanie sieci Hopfielda

Sieci Hopfielda znajdujq liczne zastosowania przy rozwigzywaniu zadan optymalizacji
1 przy generacji okreslonych sekwencji sygnaléw, nast¢pujacych po sobie w pewnej
kolejnosci. Pozwala to za pomoca takich sieci tworzy¢ i wysyta¢ do réznych obiektow
sygnaty sterujace. Uktady sterujace ruchami maszyn kroczacych zawsze zawieraja siec
posiadajaca sprz¢zenia zwrotne, najczgsciej sie¢ Hopfielda.

Dzigki autoasocjacji wytrenowana sie¢ Hopfielda moze automatycznie korygowac
btedne albo uzupelnia¢ niekompletne dane. Sie¢ moze odtworzy¢ dokltadna sylwetke
zblizajacego si¢ obiektu w sytuacji, gdy kamera zarejestrowala obraz niekompletny lub
zaszumiany. Ma to olbrzymie znaczenie w dzialaniach militarnych, gdzie na podstawie
takiego niekompletnego obrazu system musi rozstrzygnaé, czy obiekt nalezy do wroga czy
jest jednostka nalezaca do naszych struktur. Sie¢ pracujaca jako pamig¢ autoasocjacyjna moze
by¢ takze wykorzystywana w systemach bazodanowych do uzupelniania niekompletnych
zapytan, dzigki czemu wyszukanie bedzie wykonywane poprawnie nawet w przypadku
nieprecyzyjnego zapytania. Wysoka skutecznos¢ sieci Hopfielda wynika z faktu, ze siec
odtwarza sygnaly wzorcowe ze swoich zasobow pamigciowych, a znieksztalcony sygnat
podany na wejscie ma ja tylko ukierunkowa¢ przy wyborze wilasciwego obrazu sposrdd

wszystkich analizowanych.

9. Przyklady zastosowania sieci Hopfielda w programie Matlab

9.1 Projektowanie sieci Hopfielda przy uzyciu funkcji newhop

Chcemy zaprojektowac sie¢ Hopfielda sktadajaca si¢ z trzech neuronéw do

zapamigtania dwoch wzorcow:

T=([-1-11; 1-11]"
T =
-1 1
-1 -1
1 1

Projektujemy (uczymy) siec:

net = newhop (T);

Mozemy odczyta¢ warto$¢ wspotczynnikow wagowych:

W= net.LW{1l,1}
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W =
1.1618 0 0

0 0.2231 0

0 0 0.2231

Mozemy odczyta¢ warto$ci biaséw:

b = net.b{1l,1}
b =
0
-0.8546
0.8546

Mozemy sprawdzi¢ dziatanie sieci poprzez jej symulacje:
Ai o= T;
[Y,Pf] = sim(net,2, [],A1);

gdzie

net -sie

2 — wejscia sieci

[ 1 — wartosci poczatkowe wej$¢ (domyslnie 0)

Ai — punkt startowy sieci

Y — wyjScia sieci

Pf — stan wej$¢

Otrzymamy odpowiedz

Y =
-1 1

-1 -1

1 1

co bedzie oznaczato poprawnie wykonany projekt.

Mozemy teraz podac na wejscie sieci wzorzec, ktory nie byt wykorzystany podczas

uczenia sieci:

Wzorzec ten jest bardzo zblizony do pierwszego wzorca uzytego do projektowania
sieci, wigc na jej wyjsciu spodziewamy si¢ go uzyskac.
[Y,Pf,Af] = sim(net, {1 5}, {},A1);

gdzie 5 jest liczbg krokéw.

10
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Otrzymamy odpowiedz

Y{1}
Y =
-1
-1
1

Tak wigc sie¢ dziata zgodnie z zatozeniami dziatania sieci Hopfielda.

9.2 Graficzna interpretacja dzialania sieci Hopfielda
Zaprojektujmy sie¢ Hopfielda sktadajaca si¢ z dwdéch neuronéw do zapamigtania

dwoéch wzorcow:

T =11 -1;-1 11"
T =
1 -1
-1 1

Posta¢ graficzna:
plot(T(1,:),T(2,:),'r*")

06+ b
04r B

0.2F B

02t -
04t .
06 -
0ak .
ik +

-1 08 06 04 -02 0 02 04 0B 08 1

Rys. 9.2.1. Uktad wspéirzednych z dwoma punktami w przestrzeni.

Projektujemy (uczymy) siec:

net = newhop(T);

11
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Sprawdzamy dzialanie sieci poprzez jej symulacje:

[Y,Pf] = sim(net,2,[],T);

Otrzymamy odpowiedz

Wylosujmy punkt startowy i zasymulujmy dziatanie sieci w 20 krokach:
a = {rands(2,1)};
[erfJ = Sim(netr{l 20}!{}ra);

Posta¢ graficzna:
record = [cellZ2mat(a) cellZmat(y)];

start = cell2mat (a);
hold on

plot(start(l,1),start(2,1), 'bx',record(l,:),record(2,:))

0.8F b

0.6 b

04r &

02r A

02t .
04t .
0B .

Lar b

-1 08 06 04 -02 0 02 04 0B 08 1

Rys. 9.2.2. Tryb odtwarzania sieci Hopfielda dla jednego wzorca.

Powtérzmy dziatanie dla 25 innych losowo wybranych punktéw:

color = 'rgbmy';

for i=1:25
a = {rands(2,1)};
[y,Pf] = sim(net, {1 20},{},a);
record=[cell2mat(a) cellZmat(y)];
start=cell2mat (a);
plot(start(l,1l),start(2,1), 'kx',record(l,:),
record (2, :),color (rem(i,5)+1))

end

12
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04t
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Rys. 9.2.3. Tryb odtwarzania sieci Hopfielda dla 25 wzorcéw.

Doskonale wida¢ tu graficzna definicj¢ pamigci autoasocjacyjnej: uklad realizujacy
odwzorowanie F : RY — R" takie, ze F(x™) = x™ m =1,....M, oraz F(x) = x"", jezeli x? jest

najbardziej ,,podobny” do x sposréd wszystkich wzorcow.

Mozemy wyznaczy¢ takze ,,granicg przyciagania” kazdego z punktow:
for i=1:5
a = {P(:,1)};
[y,Pf] = sim(net, {1 50},{},a);
record=[cell2mat (a) cell2mat(y)];
start = cellZmat(a);
plot(start(1l,1),start(2,1), 'kx',record(l, :),
record(2,:),'k")
drawnow

end

[IR=R 3

06|

04F

02F

02F
-0.4F
06

08 F

Rys. 9.2.4. ,,Granica przyciagania” kazdego z punktéw.

13
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10. Program do symulacji sieci Hopfielda
W oparciu o dyskretna siec Hopfielda zaprojektowany zostanie system rozpoznawania

znakéw alfanumerycznych.

System bedzie sktadat si¢ z trzech czesci:
= wczytywanie plikéw ze znakami
® uczenie sieci

= testowanie sieci

Skrypt wczytujacy znaki alfanumeryczne:

clear,

U=I[1;

for i=1:26,
nazwa=strcat (int2str (i), '.bmp"');
a=imread (nazwa, 'bmp') ;
a=double (a) ;
index=find (a==0);
a(index)=-1;
a=a(:);
U=[U,al;

end;

gdzie nazwy plikoéw przyjmuja nazwy 1.bmp, 2.bmp, ..., 26.bmp

Do uczenia wykorzystane nie zostaly opisane funkcje opisane wyzej, jednak dziatajace w

analogiczny sposéb:
[W,B]=solvehop (U);
odp=simuhop (U, W, B) ;
blad=mse (odp-U)

gdzie
solvehop () — funkcja projektujaca sie¢ Hopfielda
simuhop () — funkcja symulujaca sie¢ Hopfielda
w — macierz wspotczynnikéw wagowych
B — wektor biasow

mse () — funkcja obliczajaca btad Sredniokwadratowy
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Ostatnim skryptem jest skrypt testujacy dziatanie sieci 1 zapisujaca wynik do pliku odp.bmp:

nazwa="'1l.bmp';

a=imread(nazwa, 'bmp');

a=double (a) ;

index=find (a==0) ;

a(index)=-1;

a=a(:);

od=simuhop(a,W,B);

imwrite (reshape(od, 40,30), 'odp.bmp', 'bmp"') ;

System bardzo dobrze rozpoznawaje znaki wykorzystane do uczenia sieci oraz znaki
zaszumione. Niestety przesunigcie lub skalowanie badanego obrazu powodowalo bigdne

dziatanie uktadu.

Znak uzyty do nauki Znak testujacy Odpowiedz sieci

a a a
d d

d Y]
S S

10.1 Znaki wykorzystane do badania sieci

nw o o o
o
=
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